Jádrové modely - 1, strana 12

Jádrové modelování hustot a distribucí - 1.
K danému náhodnému výběru 
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  hledáme odhad neznámé hustoty ve tvaru:  
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; jádro je normované, jaderná hustota má jednotkový rozptyl (samozřejmě za platnosti podmínky 2.).
Základní vlastnosti odhadu 
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. Tedy zvolený typ aproximace je opět hustotou.
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Tedy střední hodnota počítaná podle aproximační hustoty je rovna výběrovému průměru.
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Pokud označíme 
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„Nestrannost“ odhadu 
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Podmínky náhodného výběru nám dávají shodnou hustotu 
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, nám nedostupnou, pro všechna pozorování tohoto náhodného výběru. Dále podle podmínek kladených na náhodný výběr (iid) platí pro sdruženou hustotu 
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Shrnuto: 
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Důkaz tohoto tvrzení za daleko obecnějších předpokladů je v: L. Devroye and L. Gyorfi: Nonparametric Density Estimation: The L1 View, str. 6-11.  Pokud tedy je 
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V L. Devroye and L. Gyorfi: Nonparametric Density Estimation: The L1 View, str.12-19 je 
dokázáno pro 
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Diskuse „nestrannosti“ jádrového odhadu hustoty

Platí: 
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Dále, použijeme-li ve vztahu 
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Proto:  hustota 
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„Vydatnost“ odhadu 
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Protože: 
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, dostaneme pro rozptyl odhadu: 
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Proto, aby byl takový odhad asymptoticky nestranný a asymptoticky vydatný, stačí:
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Příklady jádrových funkcí

„Obdélníkové jádro“ – zobecněný histogram:
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1. Podmínka je zřejmá

2. Podmínka je též zřejmá, hustota je symetrická.
3. Podmínka 
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Asymptotická nestrannost takového odhadu:


[image: image88.wmf]{

}

(

)

(

)

ah

ha

x

F

ha

x

F

dz

z

f

ah

dy

hy

x

f

a

dy

hy

x

f

(y)

x

f

E

ha

x

ha

x

a

a

a

x

x

x

n

2

)

(

2

1

)

(

2

1

)

(

 

)

(

,...,

,

2

1

-

-

+

=

=

-

=

-

=

ò

ò

ò

+

-

+

-

+¥

¥

-

k


Je evidentní že, bez dalších předpokladů:  
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„Epanechnikovo jádro“:
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1. Podmínka: nezápornost je zřejmá, 
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2. Podmínka: je zřejmá, hustota je symetrická.

3. Podmínka: 
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Řešení  obou podmínek 
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„Trojúhelníkové jádro“:
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1. Podmínka: nezápornost je zřejmá, 
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2.  Podmínka: je zřejmá, hustota je symetrická

3.  Podmínka: 
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Řešení  obou podmínek 
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„Mocninné jádro“:
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Podmínky a hodnoty konstant 
[image: image104.wmf]b
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 se odvodí obdobným způsobem jako u „trojúhelníkového jádra“
„Gaussovo jádro“:
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1. Podmínka je zřejmá, jde o normální, centrovanou a normovanou hustotu.

2. Podmínka je opět zřejmá, hustota je symetrická kolem nuly.

3. Podmínka je také zřejmá, hustota je centrovaná a normovaná.
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Odpovídající modely distribučních funkcí

K danému tvaru jádrové funkce přiřadíme: 
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Např.: pro „obdélníkové jádro“:  
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Po dosazení  
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Příklady
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Jádrové modely více proměnných
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 je jádro odpovídající 
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 je parametr měřítka odpovídajícího j‑tému jádru, 
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 je i-té pozorování j-té náhodné proměnné a 
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 je označení pro j-tou proměnnou.
Použití více rozměrných modelů je z praktického pohledu omezeno na 
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. Pro vyšší 
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 se ztrácí efekty neparametrického modelování. I v případě 
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 se jedná pouze o teoretický podklad pro odvození dílčích semi-parametrických výsledků.
Jádrové modely dvou proměnných


[image: image126.wmf]å

=

=

n

i

y

i

y

x

i

x

y

x

a

)

h

y-y

(

)

h

x-x

(

 

h

nh

y

x

f

1

 

 

1

)

,

(

k

k



[image: image127.wmf]å

=

=

n

i

y

i

y

x

i

x

a

)

h

y-y

(

)K

h

x-x

(

K

 

n

y

x

F

1

 

 

1

)

,

(


Je evidentní, že obě aproximace jsou „konzistentní“ vůči operaci přechodu k marginálním rozdělením. 
Tj.: 
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Pro další výpočty je užitečný následující triviální vztah: 
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Míry vztahu obou proměnných:
Korelace
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Regrese

Podmíněné rozdělení:
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Skedastická funkce
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Shrnuto: 
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V obou, jak regresní, tak skedastická funkci je důležitá řada funkcí 
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Příklad regrese a skedastické funkce
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Gaussovo jádro hx=21 222, hy=19 166, n=65, 
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Příklad váhových funkcí, odpovídajících výše zobrazené regresi
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=� EMBED Equation.3  ��� podle podmínky 3.





= � EMBED Equation.3  ��� podle podmínky 1.





=0 podle podmínky 2.








� � EMBED Equation.3  ��� „exponenciálně“ znamená: � EMBED Equation.3  ���takové, že � EMBED Equation.3  ���. To ale také znamená, že řada� EMBED Equation.3  ��� je konvergentní neboť má konvergentní majorantu � EMBED Equation.3  ���.
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