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Linearni klasifikatory

* oObsah:
— perceptronovy algoritmus
« zakladni verze
« varianta perceptronoveho algoritmu
« pfihradkovy algoritmus
— podpurné vektorové stroje



Linearni klasifikator

* navrhnout linearni klasifikator bez ohledu na rozdéleni dat
— vyhoda
* jednoduché
+ typicky vypocCetné nenaroCné
— predpoklad
» trénovaci data jsou linearné klasifikovatelna
— omezeni
« klasifikace do dvou tfid w, a w, v d-dimenzionalnim prostoru

* linearni klasifikator ...



Linearni klasifikator

* navrhnout linearni klasifikator bez ohledu na rozdéleni dat
— vyhoda
* jednoduché
+ typicky vypocCetné nenaroCné
— predpoklad
» trénovaci data jsou linearné klasifikovatelna

— omezeni
« klasifikace do dvou tfid w, a w, v d-dimenzionalnim prostoru

» linearni klasifikator ... nadrovina
g(x) =wlx+w,=0
kde
d ... dimenze vstupniho prostoru
w = (Wy,..., W) ... vahovy vektor
W, .... prah



Linearni klasifikator

nadrovina ,
g(x) =wlx +w, =0 <
vzdalenost z bodu x od nadroviny BN
L _lax)
[wi

i
w =W, W]

rozdéleni prostoru na dvé cCasti
— jednastrana ... g(x) >0
— druhastrana ... g(x) <0

x



Perceptronovy algoritmus

« cil
— nalezeni parametri w a w, délici nadroviny

* linearné separabilni mnoziny
— existuje nadrovinaw-x = 0
w'T-x > 0 pro kazdy x z w,
w'-x < 0 pro kazdy x z w,



Perceptronovy algoritmus

« cil
— nalezeni parametri w a w, délici nadroviny

* linearné separabilni mnoziny
— existuje nadrovinaw-x = 0
w'T-x > 0 pro kazdy x z w,
w'-x < 0 pro kazdy x z w,

« vztah plati i pro nadroviny neprochazejici poCatkem
wix+w,=0
— zavede se rozSifeny (d+17)-dimenzionalni prostor

w’ = (W,w,)
x' = (x,1)
— a pak

W*T‘X + W*O = W’T.x’



Perceptronovy algoritmus —
ztratova funkce

* perceptronovy algoritmus
— priklad optimalizaéniho problému
« ztratova funkce

« ztratova funkce e

T . chybné klasifikované
Sw) =36, wx) | chybné asiovs
v .. renovatlvedly
— parametr o, -1 ....probod x z w,

+71 ... probod x z w,

— J(w) nezaporna
Jw)=0..Y=0
 Jw)>0 ... (xjezw,& xklasifikovan chybné) OR (x je z w, & x klasifikovan chybné)
— J(w) spojita po Castech linearni funkce
body, kde se méni pocet chybné klasif. vzorl — gradient neni definovan



Perceptronovy algoritmus —
odvozeni 1

 iterativni algoritmus pro minimalizaci ztratové funkce
— metoda sniZzovani gradientu

wit+1)=wit)-p, 2 |,

w(l) ... odhad vahového vektoru v t-té iteraci
p; ... posloupnost realnych Cisel ... parametr uceni

— derivace ztratové funkce (tam, kde je definovana)

=>0,-X

xeY

— po dosazeni
w(t+1)=w(t)-p,- > 5, x

xeY



Perceptronovy algoritmus —
odvozeni 2

* perceptronovy algoritmus
w(t+1)=w(t)-p,- D> 0, X

xeY

w(0) .... libovolné inicializovan
ZO’X - X ... vektor ,opravy“ z nespravné klasifikovanych vzoru
xeY

— proces uceni opakovan, dokud nejsou vsechny trenovaci vzory
klasifikovany spravné
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Perceptronovy algoritmus —
geometricka interpretace

« geometricka interpretace

|
L
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Perceptronovy algoritmus —
konvergence

podminky konvergence ... p,

t
IimZpk =
k=0

t—>w

t
lim> py <o
k=0

t—>w

— napf. p;=c/t, kde c je konstanta

— volba p; ... rychlost konvergence — rychlost algoritmu
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Perceptronovy algoritmus —
konvergence

« podminky konvergence ... p,

t
IimZpk =
to>o

k=0

t
lim> py <o
t—>xo k=0

— napf. p;=c/t, kde c je konstanta
— volba p; ... rychlost konvergence — rychlost algoritmu

» perceptronovy algoritmus zkonverguje k feSeni v kone¢ném poctu kroku
— dukaz v literature

* nalezena reSeni
— nejednoznacna — existuje vice nez jedna délici nadrovina
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Perceptronovy algoritmus — priklad

aktualni délici pfimka (Carkovana)
X1+ X2_0.5=0 —”,—‘V_;_';.E:/l

— w(t) = (1,1,-0.5) )
05F

chybné klasifikované vzory -~
(-0.2,0.75) - o
(O T 0= T Bf - ‘

_ﬂ__" 1 i =
0.5 0 0.5
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Perceptronovy algoritmus — priklad

1 -
aktualni délici primka (Carkovana)
X+ X,-—05=0
— w(t) = (1,1,-0.5)
05}
chybné klasifikované y;_ory—""'/
(-0.2,0.75) .-
(0.4,0.05) -----------mrmmmmmmmrm T |
aktualizace vahového vektoru (o; = p = 0.7)
1 0.4 1.42 s
w(t+1)=| 1 [-0.7(-1)0.05|-0.7(+1) 0.75 |=| 0.51
-0.5 1 -0.5

nova delici primka
1.42x,+ 0.51x,— 0.5 =0

— spravna klasifikace vSech trénovacich vzoru

— algoritmus koncCi
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Varianta perceptronoveho algoritmu

« modifikace
— trénovaci vzory ... cyklicky predkladany
— vahovy vektor ... zména po kazdém vzoru
— opakované predkladani trénovaci mnoziny

« algoritmus
— aktualizace vahového vektoru

wt+1)=w(t)+p-x' ... kdyzx'ew,aw(t)-x'<0
wt+1)=w(t)-p-x' ... kdyzx'ew,aw(t)-x'>0
w(t+1)=w(t) ... jinak
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Perceptron — klasifikace

» Kklasifikace neznamych vzoru
— predpoklad: konvergence k vahovemu vektoru w a prahu w,
— klasifikace
wix+w,>0 — xdow,
wix+w,<0 — xdow,

— perceptron
» f... nelinearni skokova funkce
f§)=+1... €=0
f§)=-1 ... §<O0
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Prihradkovy algoritmus

perceptronovy algoritmus uceni
— linearni separabilita tfid
— predpoklad neni splnén — neni zaru€¢ena konvergence

prinradkovy algoritmus uceni

— konvergence k optimalnimu feSeni i kdyz mnoziny nejsou linearnée
separabilni
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Prihradkovy algoritmus

Krok 1
— nahodna inicializace w(0)
— prihradkovy vektor wg
— CitaC historie hg=0
Krok 2
— aktualizace w(t+1) podle perceptronového algoritmu
— h.... poCet spravné klasifikovanych trénovacich vzort pomoci w(t+1)
— h>hg:
Wg — W(t+1)
hg<«h
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Prihradkovy algoritmus

Krok 1
— nahodna inicializace w(0)
— prihradkovy vektor wg
— CitaC historie hg=0
Krok 2
— aktualizace w(t+1) podle perceptronového algoritmu
— h.... poCet spravné klasifikovanych trénovacich vzort pomoci w(t+1)
— h>hg
Wg — W(t+1)
hg<«h

konvergence

— algoritmus s pravdépodobnosti 1 konverguje k optimalnimu rfeseni
feSeni s nejmensim pocétem chybné klasifikovanych trénovacich vzoru
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Podpurné vektorove stroje (SVM)

* support vector machine (SVM)

« vstup
— linearné separabilni tfidy w, a w,
— trénovaci vzory x4, ...,X,

« vystup
— klasifikaéni nadrovina g(x)
g(x)=wx +w,=0
— spravneé klasifikuje trénovaci vzory
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SVM — idea

klasifikacni nadrovina g(x) neni urCena jednoznacné

X

kterou klasifikacni nadrovinu zvolit?
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SVM — idea

« klasifikaCni nadrovina g(x) neni urCena jednoznacné

T

A

» kterou klasifikaCni nadrovinu zvolit?

— ,spolehliva® prace i s neznamymi vzory .... generalizace

— klasifikace trénovacich dat & ,nejvétsi okoli“ na obou stranach nadroviny
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SVM - okoli

umisténi klasifikaCni nadroviny g(x)
— Zzadna tfida nema byt zvyhodnéna

—
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SVM - okoli

umisténi klasifikaCni nadroviny g(x)
— Zzadna tfida nema byt zvyhodnéna
— stejna vzdalenost (okoli) od nejblizSich vzoru v tfidach w, a w,

T r _ direction 2
2

— umistit nadrovinu, aby ,okoli“ bylo maximalni mozné
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SVM - okoli

nadrovina — Skalovaci koeficient
— stejny Skalovaci koeficient — jedina rovnice roviny
— volba wa w,
«  x nejblizéi bod tfid w, — g(x) = 1
«  x nejbliz&i bod tfid w, — g(x) = -1

T3 r _ direction 2

1

&
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SVM — zapis podminek

hledana klasifikacni nadrovina g(x) =w'x + w,=0

1. velikost ,okoli*

2. spravna klasifikace trénovacich vzoru
wx +w,>1 ... pro trénovaci vzor z w;,
WX +wy <-1_.... pro trénovaci vzor z w,

v v
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SVM — zapis podminek

indikator tridy vzoru

Yi Y +1 ... X Z W,
-1

e X;Z Wy
problém
— parametry w a w, nadroviny
Jw)=1/2 || w|? minimalni (*)
— za podminky
yi(wix +wy) >1  proi=1,...,n (**)
poznamky

— minimalizace normalového vektoru — maximaini ,,okoli"
— problém kvadratické optimalizace za podminek linearnich nerovnosti

28



SVM — reseni

« problém splnuje Karush-Kuhn-Truckerovy podminky
L(w,w,,A) ... Lagrangeova funkce

L(w,w,,A)= %WTW - i)\i(yi(wa +w,)-1)

— existuje vektor A Lagrangeovych multiplikatoru

(1) %L(w,wo,)\): 0

2 L(w,w,,A)=0
0

(3) A =0 proi=1..,n
4) Ay w'x+w,)-1)=0 proi=1...n



SVM — reseni

« problém splnuje Karush-Kuhn-Truckerovy podminky
L(w,w,,A) ... Lagrangeova funkce

L(w,w,,A)= %WTW - i)\i(yi(WTX +w,)-1)

— existuje vektor A Lagrangeovych multiplikatoru

(1) %L(w,wo,)\): 0

2 L(w,w,,A)=0
0

(3) A =0 proi=1..,n
4) Ay, w'x+w,)-1)=0 proi=1...n

* po vyreSeni

W= 2)\iyixi a Zn;)\iYi =0



SVM — vlastnosti (1a)

optimalni reseni w
— linearni kombinace ng (ns<n) trénovacich vzoru, které odpovidaji A; # 0

— podpurné vektory
— optimalni klasifikaéni nadrovina .... podpurny vektorovy stroj

podpurné vektory
— (4) + A;#0 — podplrné vektory lezi na jedné z nadrovin w'x + w, = +1

— podpurné vektory = trénovaci vzory nejblizsi klasifikatoru
— Kritické prvky trénovaci mnoziny
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SVM — vlastnosti (1b)

e trénovacivzorys A, =0
— typicky
* vné oblasti definované w'x + w, = +1
— degenerované pfipady
* na nadrovinach wix + w, = +1

— vysledna klasifikaCni nadrovina neni citliva na poCet a umisténi
trénovacich vzoru, které nejsou podpurnymi vektory
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SVM — vlastnosti (2)

vlastnosti problému
— funkce J(w) striktné konvexni funkce
— omezujici podminky (**) jsou linearni

— optimalni klasifikaCni nadrovina jednoznacCné urCena
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SVM — vlastnosti (3)

dopocéteni parametru z rovnic

W= gAiini a 2)\iyi =0

— neni snadné — rdzné algoritmy
* malé soustavy ... Ize dopocitat pfimo
» slozitéjSi soustavy ... napf. konvexni programovani a Lagrangeova dualita

— typicky vice feSeni pro A; — stejna optimalni klasifikaCni nadrovina
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SVM — priklad

« podpurny vektorovy stroj pro body

o i) L
o 1) @
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SVM — priklad

podpurny vektorovy stroj pro body
1 1
o [y =
-1 ~1
oo 1] = [

— optimalni klasifikator — pfimka g(x) =x,=0
» obecné rovnice klasifikaéni nadroviny
g(X) = WX, + WX, + W, =0
+ vysledna optimalni nadrovina g(x) = x,= 0
— W,=0, w,=1, w,=0

— v8echny body podpurné vektory
— velikost ,okoli“ 1

Jr)=0 " gae)=0
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SVM — priklad

analyticke reseni w,, w,, w,

— J(w) = 1/2||w||? minimalni

— zapodminek y(w'x+w,) >1 proi=1,...,4

— dosazeni do podminek

W, +W, +W, >1

W, +W, —w, =1
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SVM — priklad

Lagrangeova funkce

L(w,w,,A)= %WTW = Zn;)\i(yi(wa +w,)-1)=

:%(Wf +W§)_)‘1(W1 + W, + W, _1)_)‘2(W1 —W, +W, _1)

AW, —w, —wy =)= A, (W, +w, —w, —1)
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SVM — priklad

« Karush-Kuhn-Truckerovy podminky

oL \
() —=0 je —=0 Wy = A+ Ay + Ay + A,
W oW, WiZMtAz+ s 1
L VA Yy Ve YRS
2
@) =0 . [Aithy=Ay=A=0]
0
(3) A =0 proi=1..4

— 7 rovnic pro 7 neznamych
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SVM — priklad

reseni 7 rovnic o 7 neznamych neni snadné

— da vice rfeSeni

— vSechny vedou ke stejné optimalni klasifikacni nadroviné:
w, =
W, =
W, =
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