Klasický lineární „regresní“ model – problematika 
„nezbytných předpokladů“:

Model pozorování
Předpokládáme vztah mezi vysvětlovanou a vysvětlujícími proměnnými ve tvaru:
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je vysvětlovaná proměnná,
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je náhodná složka modelu.
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Dále předpokládáme, že máme k dispozici 
[image: image5.wmf]T

 pozorování:
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O těchto pozorováních předpokládáme, že jsou pozorovány, měřeny bez chyby a jsou tedy nenáhodné. Jediná náhodnost je soustředěna do náhodné – nepozorovatelné – složky
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Pozorování vysvětlované, vysvětlujících a náhodné složky jsou propojeny vztahy:
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Zapsáno pomocí aparátu vektorů a matic:
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Věta: (Gauss, Markov): Pokud platí 
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 je vydatným nestranným odhadem (BLU Best Linear Unbiased) 
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Tato formulace je z: Cipra, T.: Ekonometrie, skripta MFF UK, Praha, 1984, str. 38, kde je též odkaz na důkaz (Anděl, J. Matematická statistika. Praha SNTL 1978).

Poznámka: Věta je implikací, říká, že pokud platí předpoklady, pak platí důsledek. Z tohoto tvrzení ale nevyplývá, že důsledek neplatí, pokud neplatí předpoklady.

V dalším bude ukázáno, že za mírně modifikovaných důsledků lze metodiku „lineárního regresního modelu“ využívat i při splnění daleko slabších předpokladů. Nejedná se o nic nového. Zde prezentované výsledky jsou staré, leč znova a znova se ověřují předpoklady výše uvedeného tvrzení a to i když jich není třeba a navíc třeba neplatí nebo nemohou platit.

Častou úlohou je nalézt takové 
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, pro které nastává minimum „energie“ náhodné složky tj. 
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, pokud je matice 
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 bodem globálního minima 
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Předpoklad 1.: Matice 
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Modifikace:      Existuje řešení rovnice  
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Námět: Analyzujte situaci, kdy bude matice 
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Námět: Může být matice 
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Minimalizace „energie rušivé složky" má původ jak v technických aplikacích, jednak i v ekonomických (i jiných), např. tržní efekty fluktuací „kolem optima“: Lokální aproximace tržní rovnováhy vypadá následovně:
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Fluktuace rovnováhy na straně nabídky může být lokálně popsána „pohybem po nabídkové čáře“ 
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, podobně i na straně poptávky a analogicky i jejich kombinace.
Potom: 
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Označíme:  
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 modelový výstup, potom pro výpočetní rezidua platí 
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 sloupcový vektor rozměru 
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, tedy součet modelových výstupů se rovná součtu skutečných (měřených) výstupů.

Důkaz vztahu 
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). (skalární součin vektoru pozorování libovolné vysvětlující proměnné a výpočetních residuí je nulový (ortogonalita vstupů a výpočetních reziduí). Skalární součin libovolného sloupce matice  
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 a vektoru výpočetních reziduí je nulový.
2. Protože libovolného sloupce, tedy i prvního jednotkového v matici 
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Neformální shrnutí: Použijeme-li odhad 
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 MNČ (OLS(Ordinary Least Squares) pak je součet výpočetních reziduí nulový a součet pozorovaných výstupů se rovná součtu modelových výstupů. K tomuto stačí (nemusí to být nutné) předpoklad absolutního členu v modelovém vztahu.
Předpoklad 2.:V modelovém vztahu je předpokládána existence a0 (nenulové nebo nulové)   (P2)

Některé (statistické) vlastnosti plynoucí z užití odhadu (2)
Dílčí tvrzení 1.: Platí 
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Důkaz: 
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, toto platí pro všechny vektory 
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Dílčí tvrzení 2.: Platí 
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Důkaz: 
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. Aplikací střední hodnoty podmíněné známými vstupy (
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Dílčí tvrzení 3.: Platí 
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Důkaz: 
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Dílčí tvrzení 4.: Platí 
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Důkaz: 
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 podle předchozího tvrzení.
Poznámka: Výraz 
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, tj. součet čtverců odchylek skutečnosti od modelu.
Koeficient determinace
Označíme:
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Dále označíme:
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Dílčí tvrzení 5.: Platí 
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Důkaz: 
[image: image89.wmf](

)

(

)

2

1

2

y

T

y

y

SST

T

i

i

-

=

-

=

å

=

y

y

T

 a 
[image: image90.wmf](

)

(

)

2

1

2

ˆ

ˆ

ˆ

ˆ

ˆ

y

T

y

y

SSR

T

i

i

-

=

-

=

å

=

y

y

T

. Protože 
[image: image91.wmf](

)

(

)

2

2

ˆ

y

T

y

T

=

 bude 
[image: image92.wmf]SSE

SSR

SST

=

-

=

-

y

y

y

y

T

T

ˆ

. Tedy 
[image: image93.wmf]SSR

SSE

SST

+

=

.
Dílčí tvrzení 6.: Platí 
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Důkaz:  
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Tvrzení o koeficientu determinace: 
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Důkaz je zřejmý:  
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Význam koeficientu determinace: 
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Poměřujeme tedy mezi sebou nějaký model (výstupu) s „nejhorším srovnávacím modelem“, konstantou, tedy průměrem pozorovaných výstupů.

Poznámka: Pokud budeme koeficient determinace používat pro „měření kvality“ jinak konstruovaného modelu než „lineárního regresního modelu“ nemusí platit nerovnost 
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Pro koeficient determinace platí (v případě lineárního regresního modelu): 
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Námět: Za jakých podmínek a po jakých transformacích bude možné použít pro statistické účely 
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Posunutí měřených hodnot

Někdy se (i z důvodů numerických) používá „posunutých“ měřených hodnot. Ty vycházejí z následujících vztahů:
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, označíme: 
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, tím model (1) přejde do tvaru 
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Vlivem odečítání má tento modifikovaný model některé nové vlastnosti oproti původnímu:

1. Z modelu „vypadl“ koeficient 
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2. Platí 
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3. Platí 
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4. Pokud 
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5. V tomto modelu odhad vektoru 
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6. Koeficient 
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Námět: Jaké předpoklady jsou třeba k tomu, aby platilo 
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, pokud jsou nějaké další třeba?

Námět: Kdy v modelu 
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Problém „počítání“ s odhady

„Jednorozměrná regrese“, pohled vstup-výstup
Obecně je regresní čára daná vztahem: 
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[image: image133.wmf](

)

)

/

(

)

(

1

2

1

1

2

x

x

E

x

s

x

x

=

=

. Pro lineární regresi pak platí: 
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, kde: 
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 jsou odpovídající střední hodnoty, 
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Z  „rovnice“   
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 lze klasickými úpravami dostat: 
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 Námět: jaké jsou nutné a postačující podmínky pro to aby platilo: 
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Námět: Formulujte totéž pro odhady regresních přímek při klasickém regresním modelu.

Metoda nejmenších čtverců.
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Příklady tří základních pohledů na úlohu lineární regrese metodou nejmenších čtverců.

 Námět: Dokažte alespoň jeden ze vztahů 
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Ale:

Jak pro odhady regresních přímek 
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, tak i pro jejich „otočení“ 
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Námět: dokažte to. Návod:  
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Závěr
Je vhodné znát příslušná odvození (důkazy), nebo se v nich alespoň dobře orientovat. Je dobré (v aplikacích prakticky nezbytné) vědět, jak bude s výsledky dále nakládáno, k čemu a jak budou využity.
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