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NUMERISCHE KLASSIFIKATION

he

o Merkmalvektoren z € RP
© Musterklassen 21, ...,k

o Kilassifikationsaufgabe:

s JRP - {1,...,K}
Kiassenname * |, = k¥ =4d(x)

Automatische Bestimmung der (unbekannten) Klassenzugeh&rig-
keit eines Musters aufgrund seiner Merkmalreprdsentation

o Entwurfsziel:
moglichst hohe Anzahl korrekt klassifizierter Muster

Oklassenname(®) = K* ad T € Qe
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Motivation

UBERWACHTES LERNEN
Es steht eine etikettierte Lernstichprobe

{we|e=1,...,K}, wsC Q% (V)

zur Dimensionierung des Klassifikators § zur Verfligung.
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tiberwacht uniiberwacht

UNUBERWACHTES LERNEN
Die Lernstichprobe w C Q ist nicht etikettiert.

TESTEN
Es steht eine etikettierte Teststichprobe {w/}
zur Evaluierung der Fehlerrate von § zur Verfligung:

K
Z#{w €Ew, |6(x) =K}

def falsch Klassifiziert =1
17
> Ll
K
k=1

Pe({w:}) = =

alle Muster
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Motivation

Abstandsklassifikatoren
Wahle geeignete Klassenprototypen p, und setze

6(z) = argmin|jz — p,||

Trennfunktionen
Wahle geeignete Hyperflachen

r>0 T € wy

hm(m)=rm|t{r<0 v c o

zur Trennung der Klassengebiete €2, €2\ und setze
0(xz) = w*, falls hey(x) >0 fur alle X\ # x*
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Wahrscheinlichkeitsverteilungen

Schétze die klassenbedingten Verteilungsdichten P(x|2.)
und entscheide nach der Bayesregel

P(S2%) - P(x]2%)
P(z)

§(x) = argmaxP(Qylr) = argmax

P(| )

a7

fun
n o 2
[ n}

Nachster-Nachbar-Regel
Ermittle zum Eingabemuster  den ndchsten Nachbarn

TNy = argmin ||z — x|

zeJw,
in der Lernstichprobe und setze

() = v flir ann € wk

Funktionsapproximatoren (z.B. Neuronale Netze)
Approximiere die ideale Diskriminanzfunktion
u1(w) ) 1 T € Q
Uideal (@) = ( () ) mit u"'(m):{ 0 T ¢ Qy
in einer geeigneten Funktionenklasse und entscheide gemaf
d(x) = argmaxiiigea ()
K
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OPTIMALE ENTSCHEIDUNGEN

o Kilassifikation eines Musters = Entscheidung
o Jede Entscheidung verursacht individuelle Kosten

2 Minimiere die mittleren Kosten (, Risiko") des Klas-
sifikators

Wir setzen als bekannt voraus:

e die a priori Wahrscheinlichkeiten
P(Q) = ps, k=1,...,.K
mit der die Muster einer Klasse auftreten,

e die klassenbedingten (multivariaten) Verteilungs-

dichten
P(x|Q2) , k=1 ...,K
der Merkmalvektoren von Mustern einer Klasse,
e die Matrix
r,o T,1 T2 ... T1K
ko Tkl TK2 --- TKK

der Kosten r,) einer Entscheidung fiir die Klasse €2
bei Vorlage eines Musters aus Q2,.. Wir fordern

0S7"m§<'f'no<7‘m/\ (A#H)
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Entscheidungstheorie und optimaler Klassifikator

Definition 4.1 Fir einen Problemkreis mit K Muster-
klassen und dem Merkmalraum IR" heilB3t eine Abbildung

5 R" — IRK—l—l
Nz — §x) = (6(z),d1(x),...,0x(x))T
Entscheidungsregel, falls die Normierungsbedingung

«
Yoo =1, (k=1,...,K)
A=0

gilt. Die Regel heiBt scharf (hart), wenn alle 6(x) Ein-
heitsvektoren sind; andernfalls heiBt die Regel unscharf
(weich, randomisiert).

Wir schreiben scharfe Entscheidungsregeln auch in der Form
§:R* —» {0,1,...,K}
Eine unscharfe Regel liefert zum Beispiel Aussagen der Form

6(x) = (ho.%0.70.0)T  oder  &(x) = (Y. Ve. Yo, V)T

Satz 4.1
Die zu erwartenden Kosten (das Risiko) der Klassifikation
von Mustern durch die Entscheidungsregel

5(z) R — RET!
auf Grundlage der Kostenmatrix [r.\] betragen

RO = ooy [ Plal)h@d
k=1 A=0 R
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Entscheidungstheorie und optimaler Klassifikator

Satz 4.2 Die optimale Entscheidungsregel §*,
welche das Risiko SR(d) hinsichtlich einer gege-
benen Kostenmatrix [r.)] minimiert, klassifiziert
die Merkmalvektoren gemabi

* . 1 un(d:) = min)\ u/\(a:) n
O(z) = { 0 sonst » TER
mit der PrufgroBe

K
def
un(@) = 3 ropsP(zI2%) , A=0,1,... K

k=1

BEMERKUNG: Diese Entscheidungsregel ist scharf!

L0 |
X L 46—

(@)
(@)

SICONE E—

PrifgroRenberechnung Entscheidung

( MINIll\/IUM ]
v
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Spezialisierung I:

T K=\
T = T2 A=0
Ty sonst

Vereinfachte PrifgroBen
K

ug(@) = 7oy pe-P(@|Q%) = 7. P(x)

k=1

ur(xz) = Tf: an‘ . P(len) + rwopa- P(le)\)
KA
= rpP(@) + (rw—75) - pr- P(x[2))

Spezialisierung II: (erzwungene Entscheidung)

- _ 0 K=\
wA T 1 K7#EA
Dann gilt die Aussage

R(d) = Kiassifikationsfehlerwahrscheinlichkeit
und die PrufgroBen lauten

u@ = Y pe-Pi)
RFEN

Satz 4.3 (Bayesregel)
Der Maximum a posteriori-Klassifikator

py - P(z|2y)
P(x)
P(2,\|z)
ist derjenige Klassifikator mit der kleinstm&gli-
chen Fehlerrate (,Bayesfehlerrate”).
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6(x) = argmax
A

E.G. Schukat-Talamazzini, FSU Jena

BEWEIS zur Bayesregel:

Die Spezialisierung II liefert uns den fehlerminimalen Klas-
sifikator, und es gilt:

6(xk) = argminuy(x)
A

= argmin v P(x|Q
r ;p (z|$2:)
= arginin (P(z) — px- P(x|2)))
= arggnaX(pA-P(-TJIQA))
P(z,Q2,)
o - P(x]2))

= argmax
g)\ P(x)

P |
o)

(©)
(@)

Foag

PriifgréRenberechnung Entscheidung

( MAXIlMUM )
|

Die theoretisch fundierte Mustererkennung
»lebt” von der AN SN C]S R

£+ minimale Fehlerrate
& unbekannte Wahrscheinlichkeitsdichten
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Entscheidungstheorie und optimaler Klassifikator

Statistische Klassifikatoren

e VERTEILUNGSANNAHME:
P(x|Q2:) gehdrt zu einer parametrischen Familie

{P(x(0) | 6 € M}
multivariater Wahrscheinlichkeits(dichte)funktionen.

e Geeignete klassenbedingte Verteilungsparameter 6,
werden aus einer Lernstichprobe w, geschatzt.

Verteilungsfreie Klassifikatoren

e TRENNFLACHEN- oder PRUFGROSSENSTRUKTUR:

Die PrifgroBen des optimalen Kilassifikators werden
geman

ug(x) ~ u(xzl0.), r=1,....K
durch parametrische Funktionenfamilien modelliert.

e Geeignete klassenbedingte Funktionsparameter 6, wer-
den aus einer Lernstichprobe w, geschatzt.

Nichtparametrische Klassifikatoren

e Keine Kondensierung der Stichprobeninformation in
statistische oder geometrische Parameter!

e Flr jede Musterklassifikation muB die gesamte Lern-
stichprobe {w,} herangezogen werden.
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Statistische Klassifikatoren

| Der Normalverteilungsklassifikator |

Definition 4.2

Eine stetige Zufallsvariable X heiBt (univariat) normal-
verteilt mit Mittelwert u € R und Varianz ¢ # 0, wenn
gilt:

o — )2
fe(e) = Nz |po?) U\}Q_ﬁ-exp (—%)

NEED) ——

N3

Definition 4.3

Ein Vektor X stetiger Zufallsvariablen Xy, ..., Xp heift mul-
tivariat normalverteilt mit Mittelwertvektor p € RP und
Kovarianzmatrix S, wenn

fx(z) = N(z|p,S)
def 7‘2171-5' - exp (—%(w —pn)' S (x - u))

gilt und S symmetrisch und positiv-definit ist.
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Definition 4.4 Einen Klassifikator mit den PriifgréBen
ug(z) = P(x,2%) = pu-N(x | ,ums,{)

flirk = 1,..., K bezeichnet man als Normalverteilungs-
klassifikator mit den Verteilungsparametern [p., p,., Sils-

In der Praxis verwendet man die modifizierten PriifgréBen
ug(xz) = —2log(P(z,Qk))
die wegen des Minuszeichens allerdings zu minimieren sind.

Normalverteilung Unabhéangige Merkmale

@

Volle Kovarianzmatrizen
(paarweise Merkmalabhdngigkeiten)

u () = —2logp.+ 10g[27S,|+(z —p,)" S (= — p,)
Ve

Diagonale Kovarianzmatrizen
(paarweise Merkmalunkorreliertheit)

Do, \2
un(z) = 7K+Z(di“md>
d=1

Ok,d

Einheitskovarianzmatrizen
(Merkmale unkorreliert und normiert)

u(®) = e+ Il — pll?
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VEREINFACHTE KOVARIANZMATRIZEN

Mahalanobis-Klassifikator (S, = S)
(alle Kovarianzmatrizen sind gleich)

ue(z) = v+ (@ —p) 'Sz~ p,)

Richter-Klassifikator (S, = a.S)
(mit ayx € R skalierte Kovarianzmatrizen)

un(@) = ytort (@ —p) S He — )

Eigenraum-Klassifikator (S, = UD,U")
(Hauptachsenskalierung durch Diagonalmatrizen D))

ue(®) = o+ U (2 - p)) DU (2 - p,))

Dyadischer Klassifikator (S, = D.SD,)
(Skalierung = komponentenweises Produkt von S und
d.d)

uﬁ(w) = T + (SE - MN)TDEIS_IDEI(:E - H’n)

Hauptachsenklassifikator (S, = Y7_; Aave v, )
(unvollstandige Entwicklung der S,)
D

ue(@) = e+ Y A (Ve —p))?

d=1
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Statistische Klassifikatoren

Maximum-Likelihood-Schatzung (ML)

Parametrische Verteilungsdichtefamilie
{f(=|0) | 6 € M}
(logarithmierte) Stichprobenwahrscheinlichkeit
to(w) = log [[f(=6) = D logf(z|6)
TEW TEW

Unabhdngig und identisch verteilte Stichprobenelemente)

Definition 4.5

Die Maximum-Likelihood-Schatzung der Parameter ei-
ner Dichtefamilie [f(x|@)] maximiert die parameterbeding-
te Stichprobenwahrscheinlichkeit, d.h. es gilt

Oy = argmax || f(z|6
ML 99 H (=]0)

TEW

oder gleichwertig

OyL = argmax ) logf(z|6
ML 90 Z g f(x(0)

TEW

Satz 4.4

Der ML-Sché&tzer ist erwartungstreu, d.h.: ist eine Zu-
fallsvariable X geméaB f(xz|0*) verteilt, so ist der Erwar-
tungswert des ML-Schatzers flir eine Stichprobe unabhangi-
ger Realisierungen von X gleich 6*.

Fir eine reprasentative Lernstichprobe zunehmenden Umfangs strebt
der ML-Schatzwert gegen den wahren Parametervektor.
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Statistische Klassifikatoren

ML-Schatzung fur den NV-Klassifikator
Wahrscheinlichkeit einer etikettierten Stichprobe:

K K
P(Jws) = [P = [] I P2 Pzis2.)
K k=1

k=1 TEW,

Logarithmierte ML-ZielgréBe (N, = |wgl):

*
ZB(UWH) = log H H pr - T(x]6,)

k=1 xEw,

K K
Z Ny 109 pr + Z (Z log f(m|0ﬂ)>
k=1 k=1

TEW,

o K-+ 1 voneinander unabhdangige Optimierungsprobleme

Satz 4.5 Die Maximum-Likelihood-Parameter eines Nor-
malverteilungsklassifikators beziiglich einer etikettierten Stich-
probe [wy] lauten

K
pe = Nﬁ,/zm
A=1

_ 1«
He = m Zw
TEW,
1 . ~
s'i = Fz(w_u’n)(w_u’;c)—r

TEW,

1 Tt
= — rr — .
N, E Hbby

TEWy
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Diagonale Kovarianzen:

_ 1
Gra = — > (@a—pna)’
K

TEWy

Bei klassentiibergreifenden Kovarianzstatistiken zerféllt £¢(-) nicht mehr
vollstandig in klassenspezifische Optimierungsausdricke!

Mahalanobis-Klassifikator:

K
5= Sulled) = =Y Y @-n)@—n)

k=1 TEw,

Einphasige Berechnung, nur eine Kovarianzstatistik (Syw =S — Sg)

Richter-Klassifikator: (iterativ)

e Iterationsanfang:

—~ NK, il 1 T
P = —F K AT
N N” TEWK
- 1
a? =1 5. = wx’ —ppf
* zews
e Iterationsschritt:
) K
59 — Zﬁ" Saiy-1.g,
k=1

ad

%-spur (S‘h . (S‘(i))’l)
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Maximum-a posteriori-Schatzung (MAP)
Verteilungsparameter als ZufallsgroBe © € M
A priori-Verteilungsdichte flir die Parameter
fo(6) = 7
A posteriori Wahrscheinlichkeit der Parameter

P(O)- ]| P(=0)
PO,w) _ P(O) -Pwo) _ g}

Pw) P(w) N P(w)

P(Olw) =

Definition 4.6
Die Maximum-a posteriori-Schatzung der Parameter
einer Dichtefamilie [f(z|@)] unter Annahme der a priori-
Verteilungsdichte fo(0) fiir 6 maximiert die stichproben-
bedingte Wahrscheinlichkeit des gesuchten Parameterfel-
des, d.h. es gilt:

Omar = argmax (fe(ﬂ)-fo(w|0)>

TEW

e fo(0#) wird als Gleichverteilung angesetzt oder orientiert sich an
., Erfahrungswerten*.

e Fiir groBe Stichproben strebt Oyap gegen Oy .

e Die analytische Optimierung der MAP-Zielfunktion erfordert ei-
ne geeignete Form der a priori-Dichte (~ konjugierte Familien).
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Statistische Klassifikatoren

Satz 4.6
Die Mustervektoren x € RP eines numerischen Klassifika-
tionsproblems seien klassenweise normalverteilt mit den
unbekannten Parametern (px, p,.,Sx), « =1,..., K. Dabei
folgen die Klassenwahrscheinlichkeiten p,, einer Dirichlet-
Verteilung

K
D(plg) « []pleV

k=1
mit den Hyperparametern g, > 0, die Mittelwertvektoren
u,. einer Normalverteilung

N (| 0, 7,71 S)

mit den Hyperparametern m, € R und 7. > 0, und die
inversen Kovarianzmatrizen S,;! einer Wishart-Verteilung

WS | an, W) oc [S,|P7/2  exp (= Yospur (W, - S;1))

mit den Hyperparametern o, > D — 1 und W, € RP*D;
die Matrizen W ,, seien alle positiv-definit.

Die Maximum-a posteriori-Parameter des Normalvertei-
lungsklassifikators bezliglich einer etikettierrten Lernstich-
probe [w,] lauten dann:

N .— 1+ N,
Pk = E szfh

Q-K+N~’ ~
o 1
P = g (rmet e
Wt me(it, — m) (b, — mi) ' + > @a’ — Nepi o)

-~ TEW,

akx — D 4+ Nk
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Statistische Klassifikatoren

PLUG-IN-Prinzip:

e Verteilungsannahme

fx(z) ~ f(z|0) , 6 = ,wahre" Parameter

e Einsetzen der Schdtzwerte
fx(L) ~ f(ngML) oder fx(L) ~ f([L‘lgMAp)

P(zlw) = /P(w79|w)dﬂ
M
= /P(m|0,w)-P(9\w)dH
M

= [ paye).PEO PO
M —— P(w)
f(z0) S~
a posteriori

d.h. P(z|w) ist eine Linearkombination von (unendlich vielen) konkur-
rierenden Wahrscheinlichkeitsmodellen

BAYES-Approximation

P(0) sei unbekannt ~» Gleichverteilungsannahme

- /M P(w,z|0)do

Plalw) = PO [ o). Pwio)ds =
P(@) Ju / P(w]0) o
max P(w, z|0) H flvl B (w, )
ocM ~ yew.z
22?\31( P(w|0) H f(y | Om(w))
YEW
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[ Verteilungsfreie Klassifikatoren |

KLASSIFIKATIONSREGEL
é(x) = argﬁmaXu,{(m)
Statistisches Modell mit Parametrisierung
ug(x) = P(Qlz) o py-f(x[0x)
Direkte Parametrisierung der Trennfunktionen
ug(x) = h(xz|0x)

Funktionale Form der parametr. Trennfunktionen

o LINEAR in den D Merkmalen

D
ug(x) = aza: = Za,ﬁ.‘,d-md

d=1

o LINEAR in I Merkmaltermen
I

us(z) = alp@) = Y ani ¢i(x)

i=1

o NICHTLINEAR (z.B. Mehrschichtenperzeptron)

Klassifikation einfacher Muster — IV.1 E.G. Schukat-Talamazzini, FSU Jena

Linearer, verteilungsfreier Klassifikator:

#1(x)
2eRP &> y=¢a)=| P
d1(z)

ui(y) = ajy

e u=ATy=| w® = ay

uk(y) = aly

> argmax,ux € {1,...,K}

Nach welchem Giitekriterium optimieren wir die freien Parameter

A = (a1,...,ax) € R*K

des Klassifikators 7

Definition 4.7 Es sei Qi,...,Qx C RP ein Kilassifikati-
onsproblem. Die Abbildungen
RP - R
d : - o 1 T € Q.
0 T & Q2
heiBen ideale Trennfunktionen des Problems.

BEMERKUNGEN

e Die ideale Trennfunktion identifiziert korrekt die Klasse eines
Musters.

e Genaugenommen ist bestenfalls d.(z) = P(S2x|x) mdglich.

e Analog sei die empirische ideale Trennfunktion einer klassifi-
zierten Stichprobe definiert.
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Verteilungsfreie Klassifikatoren

| Der Quadratmittelklassifikator |

Satz 4.7
Der Klassifikator mit den linearen Trennfunktionen

ug(z) = alp(z), r=1,....K
in den Merkmaltermen
¢»RP - R, i=1,...,1
welcher den erwarteten quadratischen Fehler
def 2
e(4) = g[ATo(X) — d(X)|7]

zwischen parametrisierter und idealer Trennfunktion mi-
nimiert, heift Quadratmittelklassifikator.

Die fehlerminimale Parametermatrix ist

A= RM
mit den Erwartungswertmatrizen
R = &[p(X)o(X)], ReR
M = E[¢X)dX)], M e R™¥

(sofern R invertierbar ist).

Liegt eine etikettierte Lernstichprobe wi,...,wx VOr, SO
kdnnen die Erwartungswerte durch empirische Mittelwerte
ersetzt werden,; fir die Matrizen R, M ergeben sich die
Schéatzwerte

R = S+npp’

M = (Piby,. . Pxbg)
aus den Statistiken der ¢-transformierten Stichprobe.
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Nichtparametrische Klassifikatoren

Nichtparametrische Klassifikatoren

e Schatze P(z|2,) aufgrund lokaler Haufungseigenschaf-
ten der Lernstichprobe wy
1 T Ew
P (z|w,) o { 0 mng
(zum Beispiel durch Gldttung der empirischen Dichtefunktion)

£+ keine Annahmen Uber Verteilungen/Trennfunktionen

& gewaltiger Rechen- und Speicheraufwand

PARZEN-Schatzung |

PR = 13 g(w—2)

R zew,

Die Potentialfunktion g : R” — R} ist normiert

[ o@d =1

und hat ihre Masse um den Ursprung 0 € RP konzentriert.
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Satz 4.8

Die multivariate Zufallsvariable X € RP sei gem&B der ste-
tigen Dichte fx verteilt und w = {z,|n € N} sei eine Folge
zufallig und unabhdngig gezogener Stichprobenelemente.

Genligt die normierte und beschrankte Potentialfunktion
g :RP = R} der Bedingung

D
lim . =0
el o g(x) dl;[l Td

und ist [h,] eine positive reelle Zahlenfolge mit den Eigen-
schaften

limhl =0 wund |imvhl= o0, (Vg € N)

V=00 V—00

dann konvergiert die Parzen-Schatzung
im quadratischen Mittel gegen die wahre Dichte fx.

1 al r—z
Py(z) = NZQ( hNn
n=1

Parzen-Schatzung mit GauBkern
g(z) = N(z|0,0°E)

o2 bestimmt den Grad der Konzentration von g(-) um den Ursprung.
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Uniforme Parzen-Schatzung

g(x) = {é/V g;g

U C RP Nullpunktumgebung mit vol(U) = V.
Die Schatzung vereinfacht sich zu

ne(x)
Ny -V
und n(x) ist die Anzahl der z € w, Mit ¢ — z € Y.

I5(w|QN) =

PRUFGROSSE:
- N. n.(x) ne(x)
K = N'P Qn = - =
ur(T) D+ P(®]2) N NV NV
ENTSCHEIDUNGSREGEL:
6(x) = argmaxux(x) = argmaxng(x)

(maximale Anzahl der k-Befunde in U(x) = {xz+ 2|z € U})

A I s Potentialfunktionen

[ 1 Parzen-Dichte
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Nichtparametrische Klassifikatoren

og 4 © R oy 4 ©
00 Ao IN ONE A D A
o ® 2 u} I
A
Oa A u| o Ha
A A A A®p) A
Uniforme Parzen-Schatzung Kugelvolumenschatzung 3-NN-Entscheidungsregel

Volumenschatzung (Hyperkugelschiatzung)

Halte nn(m)ék fest — variiere V:
k

V.(x) ist das minimale Volumen einer z-Umgebung mit
mindestes k Befunden aus w,, z.B.

Va(w) = min {volUy() | [Up(@)wx| > k}

P(zl2,) =

PRUFGROSSE:

o~ Ny k _ k
ug(x) = Pn'P($|Q~) = FNKW(w) = N -V.(x)

ENTSCHEIDUNGSREGEL:
6(x) = argmaxu.(x) = argminV,(x)

(wy versammelt k Muster auf kleinstem Raum um x)

Eine geeignete Wahl fiir die Konstante ist k = k() = /|wx]|.
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Nichtparametrische Klassifikatoren

kENN-Entscheidungsregel

Uniforme Parzen-Schatzung der a posteriori W'keiten
P(2.) - P(z|24)
P(z)

Sind unter den k ndchsten Nachbarn von « je n,(x) Muster
der Klasse k, so 1aBt sich schatzen:

P(Qulz) =

Ne | (@)
p(ulz) = ¥ ZI:IH-V _ nnliw)
N-V
ENTSCHEIDUNGSREGEL:
o(x) = argﬁmax@ = argKmaXnK(w)

Nachster-Nachbar-Regel (NN) NGRS

PRUFGROSSE:

uc(x) = min{|jz — 2|, | z € wx}
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Metriken/Normen

D 1/r
def ;
lz -z, = <Z |~’6(1—Zd|r>

d=1
Cityblockmetrik (1)
Euklidischer Abstand (2)
Maximumnorm (oo)

VORONOI-Zerlegung
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| Die Fehlerrate|

»Welcher Anteil an Fehlklassifikationen ist fiir die
Entscheidungsregel § in einer realistischen An-
wendung zu erwarten?*

Definition 4.8

Essei{Q, |k =1,...,K} ein Klassifikationsproblem, [w!®™M]
eine etikettierte Lernstichprobe und § = §([w!*™]) eine mit
diesen Daten angelernte Entscheidungsregel. Dann heil3t

K
G 1lod) E 3@

r=1zEw,

»Anzahl falsch klassifizierter Muster*

,,Anzahl aller Muster in [w.]

die Klassifikationsfehlerrate von & auf der Stichprobe
[wk]. Insbesondere heilft

clen(8) £ 2(8|[w*™)

die Reklassifikationsfehlerrate von 4.
Das Risiko

() = (6] [Qk]) = R()

aus Satz 4.1 hinsichtlich der 0/1-Kostenmatrix [r.,] be-
zeichnen wir als die wahre Fehlerrate des vorliegenden
Klasssifikationsproblems, und ihren kleinstmdglichen Wert

def .
ceaves([24]) = mine(8 | [2n])
als Bayesfehlerrate.
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Die Klassifikationsfehlerrate

BEMERKUNGEN:

e Die wahre Fehlerrate liegt immer oberhalb der Bayes-
fehlerrate.

e Empirische Fehlerraten ¢(d|w) sind Schatzungen fiir

e(d).

e Uberanpassung: die Reklassifikationsfehlerrate gjern(d)
ist i.a. eine zu optimistische Schatzung von &(4)

e Deshalb verwendet man eine unabhangige Teststich-
probe [w'*s'] und schatzt

E(0) = etest(d) = (d][w,>)

Zufallsfehlerquote ez - - - - - - - - oo oo

Asymptotische Fehlerrate | -------------------- ————

Bayesfehlerrate R L

Lerstichprobenumfang

FAUSTREGEL

Der Stichprobenumfang |w'®™| ist verantwortlich
fur die Glte des angelernten Klassifikators.

Der Stichprobenumfang |w'st| ist verantwortlich
fur die Genauigkeit seiner geschatzten Fehlerrate.

Klassifikation einfacher Muster — V1.2 E.G. Schukat-Talamazzini, FSU Jena

Die Klassifikationsfehlerrate

Schatzfehler der Fehlerschatzung

Fir einen Klassifikator § mit wahrer Fehlerrate €5 gehorcht
die diskrete Zufallsvariable

M = |, Anzahl falschklassifizierter unter N Mustern “

einer Binomialverteilung:

N n —n
POM=ny) = Bl leaN) = () -e' @ =e)™™

Satz 4.9 (Binomialer Grenzwertsatz)

Ist die Zufallsvariable Xy fiir jedes N € IN binomialverteilt
gemdB B(:|N,p), so gilt die asymptotische Naherungsfor-
mel

) Xy — E[XN] 1 T e
"“(W) =)
mit den Mittelwerten
p = EXN] = N-p
und Varianzen
o? = Var[Xy] = N-p-(1-p)
der Binomialverteilung.

Satz 4.10 (Fehlerrate der NN-Regel)
Ist egayes die Bayesfehlerrate eines Klassifikationsproblems
[©.] und enn die asymptotische Fehlerrate (Jw| — oo) des
Nachster-Nachbar-Klassifikators, so gilt

K
€Bayes < enn < €Bayes * (Q—ﬁEBayes)
Flr hinreichend kleine Fehlerraten folgt daraus

enn/2 < eBayes < ENN
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| Klassifikatorentwurfstechniken |

Reklassifikation
w5 = wlern — wtest

> extrem optimistische Fehlerschatzung!

Einseitige Aufspaltung (,,held-out*)

w = wlern W wtest

e LERNEN — § = d(w'®™)
e TESTEN — & = e(d|wtest)
> Verschwendung von Datenmaterial in der Lern- und Testphase

Zweiseitige Aufspaltung (, deleted-estimate)

A

w = w &JwB

e LERNEN — 8% = §(w?), 6% = §(w?)
e TESTEN — &= Mittelwert(e(64|w?), e(6%|w?))

> relativ kleine Lernstichprobe
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Klassifikatorentwurfstechniken (Forts.)

‘ ‘ ©e00

09O

held-out deleted-estimate jackknife

Rotationsverfahren (,,jackknife*)

e LERNEN — fiir alle r: " = d(w\w")

o TESTEN — =YY e(d"w")

Eliminationsverfahren (,/eave-one-out*)

w = |J{a}

TEW

e LERNEN — Bayesapproximation

e TESTEN — analytische Berechnung falls moglich
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Bindre Entscheidungsbaume

Bindre Entscheidungshaume

Parallelepiped-Klassifikator
Klassengebiete & Hyperquader des RP

Ruckweisung

Riickweisung ® °®

PRUFGROSSE:
o 1 ak, <z4<all, (Vd)
un(®) = { 0 sonst
ENTSCHEIDUNGSREGEL
_ Qe u(x) = e, flr ein &
é(z) = { Qo |lu| = 0 oder |lul| > 1
LERNEN der Begrenzungsparameter ak, alf
aﬁ,d = min{zq| T € we} (Vk)

a,{.{d = max{zq| T € wx} (Vk)

VORTEILE NACHTEILE

extrem schnelle Lernphase Merkmalunabhdngigkeit, achsenpar-
effiziente Klassifikation allele Trennflachen, unimodale Ver-
intuitiv interpretierbare | teilung, klassenfreie Gebiete, keine
Klassengebiete Schatzung der P(Q.|z)
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Binarer Entscheidungsbaum

Untersuchung von Herzinfarktpatienten

19 Variablen gemessen, 30 Tahe beobachtet

Ist ein zweiter, diesmal todlicher Infarkt innerhalb des
nachsten Monats zu befiirchten?

Ist der minimale systolische Blutdruck
wahrend der ersten 24 Stunden >91 ?

"FRAGEN"

Alter >625 ? O J N
Sinus-Tachycardie ? ‘ J m

@ h  Patient mit hohem Risiko
o

g Patient mit geringem Risiko
Nichtbinarer Entscheidungsbaum
Freizeitorientierte Wetterbeobachtungen
Ist das Wetter zum Tennisspielen geeignet?
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Binarer Entscheidungsbaum
e Alle Merkmale z1,...,zp sind reellwertig

e Rekursive Halbraumbildung durch ,,Fragen*

zg < 6

e Elementare Zellen tragen eine Klassenkennzeichnung

O O
O

@)

O

2l O - @ }’
© lom |®
n

;1?/!?3////;

Vom Entscheidungsbaum induzierte Klassengebiete

M,
Qn‘ = U Qn,m (VH)
m=1
M,
S:Z,{ym = ﬂ Hy .,y = ,Halbraum xy <0 oder zq4 >0 *

=1
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Notation

Ist B die Menge der Knoten eines Entscheidungsbaumes,
so bezeichne BA(B) den Wurzelknoten und B; die Menge
der Blattknoten.

Fiir den Knoten 8 € B mit 8 # Ba sei B! der Vorganger-
knoten, d.h. es gilt die Graphrelation 8" < g.

Ist B ein bindrer Entscheidungsbaum und g € B\B; ein
innerer Knoten, so bezeichnen B° und B° die beiden un-
mittelbaren Nachfolger von 3.

Mit jedem Knoten g eines Entscheidungsbaumes zum Pro-
blemkreis €2 ist eine Entscheidungsfrage (,,Dichotomie*)
Q(pB) verkniipft — fiir Musterrdume Q = R betrachten
wir ausschlieBlich Fragen der Gestalt

RY — {0,1}
Q) : 1 zq(p) < b5
T —

0 sonst

Mit jedem Blattknoten g € By ist eine Klassenmarkierung
6¢(B) verkniipft:

OB —{1,...,K}
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Bindre Entscheidungsbaume

Klassifikationsphase

Definition 4.9

Ist (B,Q, ;) ein bindrer Entscheidungsbaum iiber Q = IR?
und w C 2, so definieren wir die assoziierten Muster-
mengen wg durch:

wBa) = w
w(B?) = {ze€ws|wyp <04}
w(B®) {x € ws | mgs) £ 05}

Satz 4.11
Ist (B,Q,6,) ein bindrer Entscheidungsbaum iiber Q = RP,
so gilt:

Q= [Ho®
BEB;

Der Entscheidungsbaum definiert ferner eine vollstandige
Zerlegung von 2 in die Klassengebiete

5(B)=x

Definition 4.10
Ein bindrer Entscheidungsbaum (B,Q,d;) iiber @ = RP
definiert eine assoziierte Entscheidungsfunktion

5_{]RD - {1,...,K}
Ll = (b))

Dabei bezeichne B(x) denjenigen Blattknoten 8 € By mit
z € Q(B) (das , Blatt" von x).
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Bindre Entscheidungshaume

| Klassifikation von x mittels ,, Durchschleusen*

INITIALISIERUNG: Setze 8 = Ba(B).

BEFRAGUNG:
Reiche x gemdB Q(B) an einen Kindknoten weiter:

3° g <0
he {B' 70 £ 6

TERMINIERUNG:
Ist 8 ein Blattknoten, so lautet das Resultat

6(x) = 6,(B)
Andernfalls gehe ~» Schritt (2).

Schleusungsvorgang

ODER-UND-Gebiete

Intuitiv interpretierbare Klassenentscheidungen:

Q, = ({zp £ 91} {za £ 62.5}N{zs £ 0}) V ({zp < 91})
Qy = ({zp £ 91 A {xa £ 62,5} {ws < 0})V ({zp £ 91}A{za < 62.5})

mit den Variablen (Merkmalen)

xrn = ,,minimaler systolischer Blutdruck*
ra = ,Alter des Patienten"
rs = ,Sinus-Tachycardie? (0 oder 1)“
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»Zuchten* eines Entscheidungsbaumes
aus einer etikettierten Lernstichprobe wi,...,wg

‘ Gierige top-down Induktion ‘

INITIALISIERUNG:
Erzeuge den Wurzelknoten B mit den assoziierten
Stichproben [wy]

STOPPTEST:
Ist B hinreichend reinklassig, so beende die lokale
Konstruktion mit einer Blattmarkierung §,(83) = &

FRAGEAUSWAHL:
Widhle eine Frage Q(B) mit maximaler Reduktion der
Entscheidungsunsicherheit.

B} EXPANSION:
Bilde die Nachfolgerknoten (3°, 8* und ihre assoziier-
ten Stichproben [w.(8°)] und [w.(B*)] beziiglich Q(B).

REKURSION:
Fahre mit 8° und B°® bei ~» Schritt (2) fort.

e Auswahlregel — wie definieren wir Entscheidungsunsicherheit?
Auf welche Weise finden wir (effizient) die optimale Frage?

e Stoppkriterium — wann ist ein Knoten reinklassig?
e Uberadaption — wie vereiteln wir die Zersplitterung von Q7

e Suchproblem — welches ist der global optimale Baum?
Finden wir ihn mittels TDI? (NEIN!)
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Entscheidungsunsicherheit

Lokale a posteriori Klassenwahrscheinlichkeit in Knoten g

pe(B) = P(X € Q| Xe(p))
Maximum-Likelihood-Schdtzwert, Lernstichprobe [w]

,Anzahl der Q.-Muster in 3" |we(B)]

Pe(B) = = &
> ler(®)
A=1

»,Anzahl aller Muster in 8"

Definition 4.11
Es sei K € N und {p. |k =1,...,K} eine diskrete Wahr-
scheinlichkeitsverteilung. Eine Abbildung

R {pl,...,pK}»—)uE]R

heiBt Map fiir die Entscheidungsunsicherheit (Inhomo-
genitat, ,,impurity*), falls gilt:

e Die GréBe (-) ist nichtnegativ.
e (-) ist maximal fiir die Gleichverteilung p, = 1/K
e $(-) ist minimal flir die definiten Verteilungen

ex = (0,...,0,py=1,0,...,0) , Xe{l,...,K}

Die Fragen in den inneren Knoten des Entscheidungsbaumes sind so
zu wahlen, daB die Entscheidungsunsicherheit moglichst wirkungsvoll
reduziert wird ohne den Merkmalraum zu stark zu fragmentieren.
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Bindre Entscheidungsbaume

Gini-Index
K
S(lpal) = 1= p2 = 1—|pl?
k=1
Entropie

K
S(lpa]) = H(lpa) = E[-1092P(K)] = — > pxloda|ps
k=1

T
Entropie
(2x) Gini-Index -------

0.8 |-

0.6 -

0.4

Entscheidungsunsicherheit

0.2 -

L
0 0.2 0.4 0.6 0.8 1

Wahrscheinlichkeit p_1 (p_2 = 1-p_1)

Der Maximalwert des Gini-Index ist (K —1)/K, die maximale Entropie
ist log) K.
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Bindre Entscheidungshaume

Reduktion der Entscheidungsunsicherheit

Entscheidungsunsicherheit im Knoten 3

SB) = S(P1(B);---,pr(B))

Lokale Verzweigungswahrscheinlichkeiten in Knoten 3

p(B1B) = PXeQ@)|XeB), B=<p
Erwartete E.U. durch Stellen der Frage @ in 8
SBIQ) = Y _pBilB) - 3(B)

Erwartete Reduktion der E.U. hinsichtlich @
L2oB) = S(B) —S(BIQ)

Fur das Entropie-Kriterium ergibt sich folgende empirische Entschei-
dungsunsicherheit:

) g, V()

L N«(B),_ Nu(B) N(Bi) o Nu(B;
2N E 2 N e

Bol®) = - ; NGB °P N ()

Dabei bezeichnen

NB) = B, Nu(B) = |wa(B)]
A

die Kardinalitdaten der assoziierten Stichproben; die 3; laufen liber die
beiden durch @ induzierten Nachfolger 3°, 8* von /.

Klassifikation einfacher Muster — V11.10 E.G. Schukat-Talamazzini, FSU Jena




Uberanpassung an die Lernstichprobe
e groBe Stichprobe ~» groBer Entscheidungsbaum
e unzuverlassige Entscheidung in den Blattern

e unsignifikante Fragen in den unteren Zweigen

Lerndaten

Stopregel Pruningstrategie

ZUCHTEN:
Expandiere initialen Baum mittels Lernstichprobe [wy]
unter Einhaltung des Reinheitsgebotes.

ZURUCKSCHNEIDEN:
Eliminiere sukzessiv (von unten) alle Knoten, die kei-
ne Verminderung der Fehlerrate auf der Validierungs-
stichprobe bewirken.
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Wahre und empirische Fehlerraten

Lokale Fehlerrate im Knoten

e(B) = 1—-maxpu(B)

Gesamtfehlerrate des Entscheidungsbaumes

e(B) = Y P(Xe(®)- =(8)

BEB:

Kumulative Fehlerrate im Knoten 3
1

“®) = sxeam)

> PXe(s)) - (8)

peB;

(es sei B der Teilbaum von B unterhalb )

Satz 4.12

Sei (B,Q,d0;) ein bindrer Entscheidungsbaum iliber @ =
RP”. Die globale Fehlerrate des Teilbaums B? — das ist
die minimale kumulative Fehlerrate aller seiner gestutzten
Varianten — berechnet sich durch folgende Rekursion:

e(B) B € B
e(B)

S p(818) - <'(8)

B=p

e(B) =

min

B & B

Die empirischen Fehlerraten (Lernstichprobe, Validierungsstichprobe,
Teststichprobe) werden in analoger Weise definiert und berechnet.
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Bindre Entscheidungsbaume

Auswahl einer optimalen Frage
o Nur N(B) = |w(B)| Schwellen sind zu Ulberpriifen

o Nur die klassentrennenden Schwellen besitzen u.U.
maximales Ag(3)

o Es gibt eine Rekursionsformel fiir Ag(8)

100 Beispiele 40 Beispiele 30 Beispiele 20 Beispiele
Klasse €21 Klasse €22 Klasse €23 Klasse €21

Nichtendliches Optimierungsproblem flr g
QM) = {za <07}
(d*,0*) = argmaxargmax Ay, < ()
1<d<D fER -

Aufsteigende Sortierung der d-Merkmalwerte {z, | © € w(8)}

a1 <azx<az...<ap<... <aN(5)
Potentielle Schwellenwerte fiir Q46 sind ausschlieBlich

O = “"“27_“" n=1,2,....N@) -1

~ ,, Mittelpunktschwellen*
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Bindre Entscheidungshaume

Separierende Schwellenwerte

Definition 4.12

Eine Mittelpunktschwelle 6, von {z4 | x € w(B)} heiBt in-
nere Schwelle, falls alle Muster x € w(B3) mit x4 = a, oder
xq = an4+1 ZU einundderselben Klasse Q2. gehdren.

Andernfalls heil3t 0,, separierende Schwelle oder Klassen-
grenze.

Satz 4.13 (Fayyad & Irani, 1992)
Sind [6,] die Mittelpunktschwellen zur assoziierten Stich-
probe [w,(B)] von B zum Merkmalindex d, und gilt

O = arg;ﬂaxA{zL,ga,}(ﬁ)

flir die entropiebezogene Entscheidungsunsicherheit, so
ist 6, notwendigerweise eine Klassengrenze.

Satz 4.14 Es scien 61 < 0, zwei benachbarte Klassen-
grenzen fiir die xz, in [w.(B)], zwischen denen genau m
Muster der Klasse 2, liegen. Dann gilt die Rekursionsfor-
mel

Dpe<0.3(B) = Agr<o,(6)
(L) =h(i4mr 4 m) Al Am,rAm)—h(L,r,)

+ N

mit den Abklirzungen

h(p,q) = plogap —qlogag
und den Zadhlwerten
le = [H{zg<01]x€ w} I = Y.k
re = |{zg>01]x€w} ro= >,
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Das menschliche Zentralnervensystem

Ca. 10'2 Nervenzellen
Ca. 10 Verbindungen

Das Neuron — elementare Verarbeitungseinheit

e Sein Axon liefert eine Grundaktivitdt in Form elektrischer Im-
pulse

e \Weitergabe an andere Neuronen liber synaptische Verbindun-
gen unterschiedlicher Starke

e Uberschreitet die gesammelte Eingangserregung einen bestimm-
ten Betrag, flihrt dies zu einer Aktivitdtsdanderung (erhdhte Im-
pulsfrequenz)

MODELL-NEURON

Schwellwert

: Vi
Xj Aktivierungsfunktion

X :
1 , Ausgangs-
O e %

Summation

Klassifikation einfacher Muster — VI11.1 E.G. Schukat-Talamazzini, FSU Jena

Ein Kiinstliches Neuronales Netz (KNN)
ist ein Arrangement
von Modellneuronen und ihren Verbindungen.

Sein dynamisches Verhalten wird bestimmt durch:

M GEWICHTMATRIX

W = [wjk]lgj,kgzv

E DEFINITION DER EINGANGSERREGUNG

. Z WikT; (Skalarprodukt)
Tk = E (wjk — x;)? (AbstandsmaB)
AKTIVIERUNGSFUNKTION

Aeaiat

T
Glockenkurve

Stufenfunktion Sigmoidfunktion

E¥ VERBINDUNGSTOPOLOGIE

rekurrent nicht rekurrent MLP
(5*"0 O—+0 w Ausgabeschicht
'/‘ \ '/‘ \ / % verborgene Schicht

O—» O — 0 @) O O Eingabeschicht
Klassifikation einfacher Muster — VII1.2
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Kiinstliche Neuronale Netze

CAM — Content-Addressable Memory

e CAM realisiert ein assoziatives Gedachtnis
Zugriffsschltissel C Datensatz

e Neuronen mit diskreten Zustanden
Tj € {71, +l}

e Eingangserregung, Aktivierung ~» Systemdynamik
o(t+1) = sign | Y wjrwi(t)
J

e Der Systemzustand in t ist charakterisiert durch

ﬂ}(t) = (l‘l(t)amQ(t)a"'amN(t))T

e EINGABEMUSTER: Startzustand z(0)

e AUSGABEMUSTER: Gleichgewichtszustand y mit
y = x(t) furallet>to

(,,equilibrium*, Attraktionszonen = Klassengebiete)

e Aufgabengebiete
Bildrestaurierung, Gesichterkennung, Retrieval unvollstandiger
Muster, Tabellenzugriff

e Autoassoziatives CAM — Hopfield-Netze
Heteroassoziatives CAM — Kanerva-Modell
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Kiinstliche Neuronale Netze

Hopfield-Netze

Volle Verbindungstopologie; symmetrische Gewichte

Definition 4.13
Das dynamische System mit dem Zustandslibergang

N
op(t+1) = sign | > wpa;(t) | , teN, k=1,...,N
j=1
mit der symmetrischen Gewichtmatrix W heit Hopfield-
Netz. Es definiert eine (partielle) Abbildung

R T o S I O RS
u-9y z — tlim x(t) mit dem Start (0) = z
—00

im Raum der N-dimensionalen Bindarmuster.

Hebb’sche Lernregel:
(Gewichte proportional zum Aktivierungsratenprodukt der beiden ver-
netzten Neuronen)

K
Wik = § Yxj - Yrk
A=1

Bewirkt die Speicherung der K , Prototypen” y,,...,yx
Fur Gleichgewichtspunkte @ = sign(Wz) gilt:
Dowikms = DD U
J AR
Fir einen Prototypen x = y, gilt insbesondere
ijkyu,j = ZZyA]yAkyu] = N- ?hk"l‘ZZy/\JyAkyu]
J i A
y, ist Gleichgewichtspunkt, wenn der rechte Term betragsmaBig klei-

ner als N ist.

KAPAZITAT:

Klassifikation einfacher Muster - VIII.4

K < 0.138-N
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BEISPIEL.: (John S. Denker, 1986)

Telefonbucheintrdge (25 Zeichen/Zeile, 5 Bit/Z)

Prototypen

John Stewart Denker 8128
Lawrence David Jackel 7773
Richard Edward Howard 5952

Wayne P. Hubbard 7707
Brian W. Straughn 3126
John Henry Scofield 8109

Erfolgreicher Zugriff

t E= -z Wz CAM-Zustand

0.0 -0.0 john s

0.2 -0.0784 john sdewirubneoimv 8109
0.4 -0.8426 john sdewirtbnenimv 8129
0.6 -0.8451 john sdewirtbnenimv 8129
0.8 -0.8581 john sdewirt nenkmv 8128
1.0 -0.9099 john sdewart denker 8128
1.2 -0.9824 john stewart denker 8128

Erfolgloser Zugriff

t E=—z Wz CAM-Zustand

0.0 -0.0 garbage

0.2 -0.0244 garbagee lafj naabd 5173
0.4 -0.6280 garbaged derjd naabd 7173
0.6 -0.6904 garbaged derjd naabd 7173
0.8 -0.7345 gasbafed derjd naabd 7173
1.0 -0.7595 gasbabed derjd naabd 7173
1.2 -0.7709 fasjebad derjd naabd 7173
1.4 -0.8276 fasjebad derjd naabd 7173
1.6 -0.8282 fasjeb d derjd naabd 7173
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Verbindungstopologien

Die Eintrdge wj, der Gewichtmatrix W definieren eine
neuronale Verknupfungsrelation

i<k & wp#o0
auf der Menge N/ = {1,..., N} der Modelineuronen eines
KNN.

o Rekurrente Netzwerke
Neuronale Zyklen iy < ix < ... < i, < i1 — Expansion ZEIT /
RAUM

e Zeitverzogerungsnetzwerke (TDNN)
Nur einfache Zyklen i < i — kartesisches Produktnetz A" x[1 : T

Q O Q00000
L = BRI B

ad

o Nichtrekurrente Netzwerke
Keine Zyklen — es erlibrigt sich die Zeitvariable t

u(x)

x
EINGABE
AUSGABE

e Mehrschichten-Netzwerke (MLP)
Es gibt eine Zerlegung in Neuronenschichten

N = No W N1 ... Ny
Vollstandige Vernetzung von Schicht zu Schicht
i<k & (@Qv)jeN._1ANkEN,
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Kiinstliche Neuronale Netze

Klassisches Perzeptron (Rosenblatt 1962)

Definition 4.14 Ein einschichtiges KNN mit N Eingabe-
knoten, K Ausgabeknoten, der Gewichtmatrix W € REXN
und dem Systemverhalten

N
yk(:c) = sign ijk-a;j 5 k=1,...,K
Jj=1
heiBt Perzeptron.
o [ X Xp
O L] L]
(]
L] L]
O L] ® O
o X o X
L] L]
L] o L]
L] L] [e]
[e]
2-Klassen-Problem Punktspiegelung Korrekturregel

Perzeptron-Lernregel

w — w w'z>0
- w—n-(w'z) z sonst

e Korrektur von w proportional zur negativen Projektion von w
auf z. Der Koeffizient n heiBt Lernrate.

e Prinzip des Gradientenabstiegs: w;k = wjr — nAwj; mMit
Awjp = 0e(z) | Owyy,

e Stapelweise Auffrischung der Gewichte
A’(Uj;c = ZBS(Z) / 8’11)jk
zZEw
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Kiinstliche Neuronale Netze

Das Mehrschichtenperzeptron (MLP)
(multi-layer perceptron)

Definition 4.15

Ein KNN mit Gewichtmatrix W € RY*N und zyklenfreier
neuronaler Verkniipfungsrelation '<’ heilft nichtrekurren-
tes KNIN oder Vorwartsnetz.

Die Menge N aller Netzknoten zerfallt in die Teilmengen

Ng = {keN|-3Fj:j5<k}
Na = {JeN|-3Fk:j<Ek}
Ng = N\(NEUN4)

der Eingabe-, der Ausgabe- bzw. der verborgenen Neu-
ronen.

Zerféllt N dariiberhinaus in disjunkte Schichten No, ..., N1
mit der Eigenschaft

wirk#F0 & () JEN1 AkEN,

fur alle 1 < j,k < N, so sprechen wir von einem Mehr-
schichtenperzeptron.

(L + 1 Schichten von Neuronen — L Schichten von Gewichten)

A

o)

i

nichtrekurrent Schichten = Module
keine Anregungszyklen volle Verdrahtung zwischen zyklenfreier Modulgraph
benachbarten Schichten Metakanten voll verdrahtet
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Satz 4.15 Die Ausgangserregungen z,(t) der Neuronen
eines Mehrschichtenperzeptrons sind nicht von der Zeit,
sondern nur von den Zustdnden g = (xi|k € Ng) ' abhdngig
und berechnen sich durch die Vorwartsrekursion

o = f Z Wi (Ve=1,....L) und (Yk € )

mit der Aktivierungsfunktion f(-). Das Netzwerk definiert
folglich eine Abbildung

IR\/\‘H — R"Vll
w:
TE — w(zp) =24 = (zplk € N)T

BEMERKUNG:
Fur beliebige nichtrekurrente Netze gilt die Rekursionsformel

z, = f ijkwj
=k
wobei die Berechnungsreihenfolge vertrdglich mit '<’ sein muB.

Ein Klassifikationssystem fiir K Klassen des 2 = R” kann durch
ein Vorwartsnetz mit D Eingabe- und K Ausgabeneuronen realisiert
werden.

Hyperebenen Konvexe Gebiete Mehrfach zshg. Gebiete

Satz 4.16 Mehrschichtennetzwerke mit nichtlinearer Ak-
tivierungsfunktion (z.B. Signum oder Sigmoid) und min-
destens zwei verborgenen Neuronenschichten (L > 3) k&nnen
— asymptotisch mit wachsender Neuronenzahl — belie-
bige Klassengebiete bzw. Funktionen approximieren.
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Fehlerruckfuhrungsverfahren
(.,error backpropagation*)

Minimiere den quadratischen Fehler

eWW) = ) |ld(=) —u(@)|?

zwischer idealer und neuronaler PriifgroBe

Stapelweise Auffrischung (,batch learning*)
W' = W —nVye(w|W)

mit der Gradientenmatrix Ve = [9e/0wj;]

Satz 4.17 (Werbos 1972)
Gegeben sei ein nichtrekurrentes KNN mit Neuronen N,
Gewichtmatrix W und sigmoider Aktivierungsfunktion

1
1@ = 1=
Sei ferner xp € RW:l ein Eingabevektor und d € RW
die zu lernende ideale Ausgabe dazu. Dann gilt flir die
partiellen Ableitungen des quadratischen Fehlers

1 2
e = —-|[ld—=x
5 lld =l
—x, x4 bezeichnen die Zustdnde der (Ausgangs)neuronen
bei Eingabe von x — die Aussage
86/6wjk, = :cjmk(l —mk)ﬁk
mit den rekursiv berechenbaren GrbBen

(:cj—dj) jeNA
5 = B
T Bay > Brar(l — zp)wji J & Na
klj<k
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Kiinstliche Neuronale Netze

Fehlerruckfiihrungsalgorithmus

GEGEBEN: ein nichtrekurrentes KNN (N, <) mit
N|g = D und |N|, = K
und eine klassifizierte Lernstichprobe

Initialisiere Gewichtmatrix W und setze v = 0.
Initialisiere Akkumulatoren A®w;; = 0.
Fir alle k =1,..., K, fur alle zg € wy:

Bl Berechne Eingangserregungen o (zg).
Berechne Ausgangserregungen z(xg).
m Fir alle Ausgabeneuronen j € Ny:

)1 Neuron j codiert €
i 0 sonst

Fur alle anderen Neuronen j € N\Na:
Bi = D B f'on) win
klj<k
Bl Fir alle Neuronen 4,5 € N’ mit i < j:
Ay = Ay + B+ f(o5) - i

n Berechnen der neuen Gewichte
W< W+4n AWW

Abbruch — oder v<v + 1 und weiter bei ~
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SVM — Supportvektormaschinen

[SUPPORTVEKTORMASCHINEN |

(Vapnik, Burgess, Schélkopf u.v.a.)

o Zweiklassenproblem < Mehrklassenproblem

w = wilUwo

= {(zt,y) |t=1,...,T}
C R”x{-1,+1}

o Lineare <« nichtlineare Trennfunktionen

D
u(x) = z'w+b = Zwixi-}—b
=1

Hyperebene H, Normalenvektor w, Abstand b/|lw| von 0 € RP

o Separable / nichtseparable Lerndaten

T .
x'w+b>0 Yty
= b):
(w,b) { zTw+b<0
Nach Reskalierung folgt:
ge- (®Tw4b)—1 > 0 (V)

+1
Yty = -1
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Separable Lernstichproben

(@]

Lemma 4.18 Die Hyperebene H : " w—+b, wel-
che die Lernbeispiele

w = {(:Btayt)|t=1;"';T}

mit einem Niemandsland maximaler Breite sepa-
riert, gehorcht den Restriktionen

ye-(zfw+b)—1 >0 (t=1,..T)

und besitzt dabei die kleinstmdgliche Norm ||w||
des Normalenvektors w.
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Primares Optimierungsproblem: (Lagrange)
Minimiere das Funktional
_ 1 2 T
tp(w) = 5”“’“ - zt:atyt (zyw+0b) + zt:at
bezliglich w, b unter den Restriktionen

(677 >0

Vit :
0L,/ Ot =0

fur die Lagrangemultiplikatoren ;.
Duales Optimierungsproblem: (Wolfe)
Maximiere das Funktional
1
li(w) = EHwHQ - ;atyt (z/w+b) + Zat

bezliglich a unter den Restriktionen

(o7 Z 0
vt dt,/Ow, =0
e,/ 0b =0

und

Zatyt =0
¢

—> Konvexe Quadratische Optimierung
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SVM — Supportvektormaschinen

Lemma 4.19

Fiir den gesuchten Normalenvektor w der optimalen Hy-
perebene (Lemma 4.18) fiir eine separable Stichprobe fin-
den wir nach Maximierung der Wolfe’'schen dualen Ziel-
funktion

1
Ly(w) = Z o — 5 . Zasat “YsYt - mjmt
t s,t

unter den Restriktionen
Ve:a; > 0 und Y oy = 0
t

die Darstellung
w = Zat-yt-wt .
t
Die infolge a: # 0 explizit in dieser Linearkombination auf-

tretenden Stichprobenvektoren x; heilen Supportvekto-
ren des Klassifikationsproblems.

Karush-Kuhn-Tucker Bedingungen (KKT):

ol
dw; = wi—;atygmm = 0 (VZ)
oL
— = = = 0
ab zt:atyt
y-(@w+b)—1 > 0 (Vt)
o (g (fw+b)—1) = 0 (Vb)

=>  Esgilt b = y;! —axfw fiir alle ¢t mit oy # 0.

Klassifikation einfacher Muster — IX.4 E.G. Schukat-Talamazzini, FSU Jena

SVM — Supportvektormaschinen

Nichtseparable Lernstichproben

ol @ My,

£79) <
< OlS S
© © o o T~ {Qﬁolu Hl
© © - H H

Schlupfvariable &, t=1,...,T

Beriicksichtigung zusatzlicher Kosten flir ,,Grenziiberschreitungen*

zfwH+b > +1-& (Vg =+1)
zfw+b < —14+&  (Vtiy=-1)

& > 0 (Vt)

Neue Zielfunktion:

1 !
5||w||2 +C-) & = MIN
t
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Primares nichtseparables OP: (Lagrange)
Minimiere das Funktional
1
(@) = SlwlP+CY 6= auly(z]wb)—1+6)=)  mié
t t t

beziliglich w, b unter den Restriktionen

oy >0

i >0
Vit :

0Ly /0y =0

aép/am =0

flir die Lagrangemultiplikatoren az.

Duales nichtseparables OP: (Wolfe)

Maximiere das Funktional
1
(@) = Swl*+CY &= auly(z/ wb)—1+£)-3 it
t t t

bezliglich a unter den Restriktionen

it Z 0

Kt >0
Vi :

8@,,/811;,5 = 0

dL,/0b =0

und

Z arYyr = 0
t
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Lemma 4.20

Flr den gesuchten Normalenvektor w der optimalen Hy-
perebene fiir eine nicht notwendig separable Stichprobe
finden wir nach Maximierung der Wolfe’'schen dualen Ziel-
funktion

1
ly(w) = Zat -5 Z Qsou - YsYt - :I:Sth
t s,t

unter den Restriktionen

VE: 0 < or £ C und > aw = 0
t

die Darstellung

w = E [T
t

Karush-Kuhn-Tucker Bedingungen (KKT):

Wi = ), YT = 63—13 =0 & > 0
=Dy = % =0 ar > 0
Comom= =0 oz o
w(@/w+b)-14+& > 0 P
ar(y(zfw+b) —1+&) = 0%

=>  Esgilt b = y, ! —x/w fiir alle t mit 0 # a; # C.
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Nichtlineare Einbettungen

Nichtlineare Einbettungenl

. RP - H
¢ T — = ¢(x)

o SVM-PriifgroBBe
w@) = z'w4+b

x’ <Z atytmt> +b
t
Z ay(T, T) + b
t

¢ MAK-PriufgroBBe
u(@) = v+ llz—pl?
vt @ e—22"p,
1
! —2. il
Tt (@e) =23 o, 2)

ZEW,

e QMK-PrufgrobBe

u(z) = (a)Tz

.
= <Za§”)wt> xr
t
= Y o (@)
t

Die PriifgréBen vieler Klassifikatoren nutzen Eingabe und
Lernstichprobe ausschlieBlich in Form innerer Produkte!
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Nichtlineare Einbettungen

SVM fiur expandierte Merkmalvektoren
u(pz) = (pz,w)+Db

= <¢-’/U7 Zatyt . ¢$t> +b
T

= Z awyt (P, i) +b
! K(wa wt)

Beispiel 4.1
Betrachte Datenvektoren im R? und den Kernoperator K(z,y) =
(xz"y)2. Dann gilt fiir die Abbildung

g R? - H=R®
' (z1,22)" (l‘%ﬁl‘wzwl‘%f

die gewlinschte Beziehung (z,y) = K(x,y). Gleiches gilt aber auch

flir
2
2 2 ]
dger [ (@] — @3 def
dr = ( 2122 oder  ¢'x = [ T1¥2

T1T
(‘L% + L%) ‘;22
2

Satz 4.21 (Mercer-Bedingung, 1953)
Gegeben sei der Kernoperator K : RP x RP — R.
Dann sind die folgenden Aussagen dquivalent:

e Fiir alle Abbildungen g : R” — R mit [ g?(z)dz < oo
gilt

/K(w,y)g(m)gw)dmdy > 0.

e Es gibt einen (un)endlichdimensionalen Vektorraum
H und eine ,Injektion* ¢ : RP? — H mit

K(z,y) = (¢z,dy) = Z(m)iwy)i (Vz,y € RP)
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Lemma 4.22
Jeder Kernoperator der Gestalt

D D
K:{]R xRP - R pEN

(z,y) = (zTy)r
erfiillt die Mercer-Bedingung.
Lemma 4.23

Erfiillen die Kernoperatoren K, : RP xR? - R, n € N
alle die Mercer-Bedingung, so auch

o)

K@) E Y e Ka(z,y),  cn>0(¥n)

n=0
falls K(-,-) uniform konvergent ist.
Beispiel 4.2

e Jeder Polynomialkern
K(z,y) = (@'y+1”, peN
erflillt die MB. Die PriifgréBe ist ein Polynom vom Grade p in
den Daten (z1,...,zp) € RP.
o Jeder GauBkern
K(z,y) = ¢ le—vl*/20? s oc>0
erfiillt die MB. Die PriifgréBe entspricht einem Radialbasis-
funktion-Kilassifikator (RBF).
e Der Tangens-Hyperbolicus-Kern
K(z,y) = tanh(kz'y—90) , Kk,0 €ER
erflillt nur fiir ausgewdhlte Parameterkombinationen k,é die MB.
Die PriifgroBe entspricht dem Ausgang eines zweischichtigen
(dreistufigen) MLP mit sigmoider Aktivierungsfunktion.
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Zweiklassenprobleme im R?

lineare PrifgroBe
separable Daten

lineare PriifgroBe
nicht-separable Daten

kubisches Polynom
separable Daten

kubisches Polynom
nicht-separable Daten
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Uniiberwachtes Lernen

UNUBERWACHTES LERNEN

Die Lernstichprobe w C € ist nicht etikettiert.

o © °
© 8 (; o o ° ooooo o %
o\ 0@/ Q 008 °
9°% S ° g °,° oo ooooo % o
OOO.OOO o o OOZOOO 0 %%, N, oooOoo
° Ozl SR o o # o o oy oo 4 °
OO o O%OOO 0o oo © o °© oooooo
o o o
° o &
Vektorquantisierung Clustering
o Vektorquantisierung
Charakteristische Prototypenvektoren {z1,...,zx} mit
def . - w“
e(x) = min|z—z.®> ~ ,kleiner Wert
K

o Haufungsanalyse (,,clustering*)
Trennscharfe Zerlegung in kompakte Teilmengen

w = w1 W wr W ... W wg

o Mischungsidentifikation
Modelliere die Daten w mit der Mischverteilung

K
P(@) = Y oo f(@f), T.e=1

r=1
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Uniiberwachtes Lernen

Vektorquantisierung

Uniforme Quantisierung der Ebene Nicht-uniforme Quantisierung

Klassifikator

Merkmalvektor $ Klassenname $ Prototypvektor
D D
zeR kef{l,... K} zx €R

Vektorquantisierer

Definition 4.16
Ist Z = {z1,...,zK} eine Menge von Prototypenvekto-
ren des RP, so heiBt die Abbildung

JRP &z
-9\ — q(x)

Vektorquantisierer iiber R” mit dem Codebuch Z.

Ein Vektorquantisierer mit CodebuchgroBe K codiert D-dimensionale
Vektoren mit [log, K| bit/Vektor.
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Satz 4.24

Der Vektorquantisierer ¢ mit dem Codebuch {zi,...,zx}
definiert eine disjunkte Zerlegung des Raumes R? in Quan-
tisiererzellen

Qu(q) E {z|q(x) = 2.}

Auf dhnliche Weise wird auch eine gegebene Stichprobe w C R? in
disjunkte Teilstichproben w,(q), Kk = 1,..., K zerlegt.

Um die Giite eines Vektorquantisierers zu charakterisieren, setzen wir
einen metrischen Abstand d : R x R — R} voraus.

Definition 4.17
Es sei X eine multivariate Zufallsvariable iiber RP. Dann
heilBt

K
w(2.0) = ek aCO) = / o z)Ps@

die erwartete Verzerrung (oder der Quantisierungsfeh-
ler) des Vektorquantisierers (Z,q). Fiir eine Stichprobe
w CRP heiBt

K
EW(Z’ Q) = Z Z d(.’B,ZN)

w=1z|q(z)=2.

die empirische Verzerrung von (Z,q) beziiglich w.

Ein Vektorquantisierer mit minimaler Verzerrung heilBt op-
timal beziiglich Px(-) bzw. w.

Fur die Konstruktion eines optimalen Vektorquantisierers zur Stich-
probe w gibt es keine geschlossene Formel — wir kennen allerdings
zwei notwendige Bedingungen fir die Optimalitat.
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Satz 4.25 Ein optimaler Vektorquantisierer wahlt stets
einen nachstliegenden Prototypen aus, d.h. es gilt fiir alle
Vektoren x € RP

q(x) = argmind(x,z),)

Z\

bzw. es gilt fiir alle k = 1,...,K die Aussage

Qu.(q) = {m\d(w,zn)z m}\ind(w,zA)} .

Darliberhinaus ist der Prototypvektor z, das Zentroid sei-
ner Zelle, d.h. es gilt

z, = argminé&ld(z,X) | X € Q.(q)]

beziehungsweise
z, = argmin Z d(z,x) .
z
zew,(q)
Voronoi-Partition Klassenzentroid

BEMERKUNGEN:

e Bei gegebenem Codebuch Z verursacht der Minimum-Abstand-
Quantisierer die geringste Verzerrung.

e Bei gegebener Zellenbildung verursachen die Zentroide als Pro-
totypen die geringste Verzerrung.
e Bei allen elliptisch-symmetrischen AbstandsmaBen
dz,z) = (z—2)'S Y (z—=a)
entspricht das Zentroid dem Mittel- beziehungsweise Erwar-
tungswert.
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Uniiberwachtes Lernen

LBG-Algorithmus zum Vektorquantisierer-Entwurf
(Iterativer Austauschalgorithmus; Linde/Buzo/Gray 1980)

Waihle die Anzahl K € IN der VQ-Zellen; setze v = 1.
Wihle Startcodebuch / initiale Prototypenvektoren

Z(O) = {Z(O)l, .. .,Z(O)K}

Klassifiziere alle Lernmuster und bilde neue Zellen

W = {m | arg;nin d(m,zg"’fl)) = n}

ﬂ Berechne das neue Codebuch mit den Prototypen

1
20 = zentroid(w®) = Yow

|

TzEW™

Abbruch — oder v<v + 1 und weiter bei ~

11xLBG

211 xLBG

411 xLBG
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Uniiberwachtes Lernen

MISCHVERTEILUNGSIDENTIFIKATION

Definition 4.18
Eine (multivariate) Zufallsvariable X mit der Dichte

K
Py(z) = Y co-f(2l6) , Toe=1
k=1

heiBt mischverteilt mit der Ordnung K, den Mischungs-
koeffizienten [c.] und Mischungskomponenten aus der pa-
rametrischen Verteilungsfamilie f(-|-).

Gemischte Normalverteilungen sind identifizierbar, d.h. die Parame-
terwerte c., 6. sind eindeutig bestimmbar, sofern der exakte Funkti-
onsverlauf von Px(a) bekannt ist!

Richter-Mischung

Parzen-Dichte GauB-Mischung

Klassifikation einfacher Muster — X1.6 E.G. Schukat-Talamazzini, FSU Jena




Maximum-Likelihood-Schatzung

Die ML-Zielfunktion einer mischverteilten Stichprobe

lep(w) = log [[P(z|c,0)

TEW

-
> log <Z cn - f(m|9,{)>
TEW k=1

zerfallt nach Nullsetzen der partiellen Ableitungen in ein
System gekoppelter, transzendenter Bestimmungsgleichun-
gen, z.B. fur normalverteilte Mischungskomponenten

1 ~
Crh = HZ P(QK | x, ¢, 0)

w

TEW
1 _

o, = = P(Q2 | x,¢,0) - -x
I Ao ;E; (2 | )
. 1 PPN _ ~
Sh} = = Z P(Qh | T, C, 0) . ('T - ,u’n)(m - p‘n)T

&l TEw

HUHN-EI-PROBLEM:
Die Parameter des Schatzproblems berechnen sich aus den a poste-
riori Wahrscheinlichkeiten P(Q|z) — und umgekehrt!

ITERATIVE LOSUNGSANSATZE:

¢ Entscheidungsuberwachtes Lernen
P(Q% | z,¢,0) € {0,1}
¢ Expectation-Maximization-Algorithmus

Zufallsprozesse (X, U) mit beobachtbaren und verbor-
genen ZufallsgroBen
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Entscheidungsuberwachtes Lernen

der Parameter einer Mischverteilung
aus einer unklassifizierten Lernstichprobe w

09 ~ W] ~ M ~ [WP] ~ 0~ o~ 8P L

Wadhle Ordnung K € N und setze v = 1.

Initialisiere die Parameterfelder
09 | k=1,...,K
Klassifiziere alle Stichprobenvektoren
I (z) = arggnaxp(m\w,a@*l),a(”’”)
w? = {w cwl|dW(x) = n}
n Berechne neue ML-Schatzwerte fiir die Parameter
& = || / ||

8 = argmaxfe(w®)
0

Abbruch — oder v<v + 1 und weiter bei ~»
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Uniiberwachtes Lernen

Das EM-Prinzip (,expectation-maximization*)

Definition 4.19

Es seien X, U zwei (Vektoren von) Zufallsvariablen mit der
gemeinsamen parametrischen Verteilungsdichte P(x,u |
6) und der Randverteilungsdichte

P(x|@) = /P(m,u | 0)du .

Fiir zwei Parameterfelder @, 8’ heiBt die GroBe
Q(6.0") Ellog P(z,u | 6) | z,6]
= /P(u | ©,0) - logP(x,u | 0')du

die Kullback-Leibler-Statistik von 68 und 6'.

Satz 4.26 (Dempster/Laird/Rubin 1977)
Flr die Maximum-Likelihood-Zielfunktion

£(0) = logP(x|0) = IOg/P(w,u | 6)du
der Randverteilungsdichte von (X, U) gilt die Aussage:

Q0,60 > Q8,6) = &) > £(06)

Insbesondere gilt die Gleichheit der ML-Zielgrél3en genau
im Fall der Gleichheit der KL-Statistiken.
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Uniiberwachtes Lernen

S\ BV [elelgida[gaIFY (allgemeine Form)

Setze v = 1; wihle Startparameter (%),

Erwartungswerte: Q(8“ 1, 6)
Maximierung: 6% = argmang(o("—l)yg)

Abbruch — oder v<vr + 1 und weiter bei ~»

Satz 4.27 (Mischungsidentifikation)

Der kombinierte Schritt des EM-Algorithmus zur
Identifikation der Mischverteilung

K
P(z) = ZCN'N($|NWSN)

k=1

auf Grundlage der unklassifizierten Stichprobe w lautet

o= @

, 1 ,
HK - Zwéw ’YN(CIZ) gﬂyﬂ(x) x
S = Y @) (- )@ — )

Emew ¥ () ew
mit den a posteriori Wahrscheinlichkeiten

'Yre(w) = P(Qh'. | T, [C)\,IJ)\,S)\])
hinsichtlich der vormaligen Verteilungsparameter.
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| Mischverteilungsklassifikatoren

GMVK — GauBscher MV-KIassifikator
der Ordnung M

M
P(w|Qn) - Z Cekm N(IE | Himo Sfim) (VH)
m=1
Schatzverfahren: (V) wx — [(Coms By Swm) | m =1,..., M]

GKK — GauBkern-Klassifikator
der Ordnung M
M
P(xl2%) = Y com N@ |, Sm)  (Vk)
m=1
Einphasenschdatzung (EM); Zweiphasenschdtzung (ML/QM)

Gemeinsames "Codebuch” von
Mischungskomponenten

Klassenweise Mischverteilung
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Merkmalskarten (Teuvi Kohonen, 1988)
SOFM — ,self-organizing feature maps*“

Nichtlineare Abbildung des R”
auf K regelmiaBige Gitterpunkte des RY

Kette
O0—Q
o] O
Q O
00—

D Eingabeneuronen und
K Ausgabeneuronen mit Gewichtmatrix

W = (wi,wos,...,wg) € RP*K

Neuronale Aktivitat

D
u(@) = flou(@)) = Y wpn-a; = wlw
j=1

Unilberwachtes Lernen

maxw, x = . Maximum*
K
min ||z — w,||? = »Minimum*
K

Gradientenabstieg

wy <= wy + (T — wy)
fur alle Nachbarneuronen X € U(x*) des ,,Siegerneurons* x*

def ) 2
K* = argmin ||l — w||
K
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Inkrementelles und adaptives Lernen

STANDARDLERNAUFGABE|

e Zufallsvariablenfeld X
e Parameterfeld 6
e Fehlerterm ¢(X, 9)
e Theoretische ZielgroBe
760) = £[=(X,0)] = MIN

e Empirische ZielgroBe

T
o) = Y e(z,0) = ) elz,0)
TEW t=1
LERNSTRATEGIEN|
e Stapelweises Lernen

~ def

0 = i 0

argemana(:c, )

TEW

¢ Inkrementelles Lernen

~ def . ®
fs = argmin e(xy, 0)

e Adaptives Lernen

£
9. % argmin Eg(s —t) - e(x,0)
0 t=1
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